


Prijsalgoritmes, machine

Mededingingsbeleid KVS

learning en mededinging

Prijzen worden steeds meer bepaald met algoritmes. Dit heeft veel voordelen voor zowel bedrijven

als consumenten, zoals lagere kosten en een efficiéntere markewerking. Er kleven aan deze opkomst

van digitale prijsvorming echter ook mededingingsrisico’s.

IN HET KORT

» Prijsalgoritmes kunnen leiden tot uitbuiting
van marktmacht of illegale kartelvorming.

» Ook zonder instructies kunnen zelflerende
prijsalgoritmes stilzwijgend samenzweren.

» Machine learning en kunstmatige intelligentie
bieden ook mogelijkheden voor toezicht.

n hun boek Virtual competition: the promise and perils

of the algorithm-driven economy uit 2016 doen rechts-

geleerden Ariel Ezrachi en Maurice Stucke een som-

bere voorspelling: algoritmes en machine learning

zullen het cinde betekenen van fatsoenlijke mededinging.

Toezichthouders zullen machteloos komen te staan tegen-

over cen steeds stabielere digitale kartelvorming, mogelijk

gemaake door automatische prijsaanpassingen of zelfs vorm-
gegeven door zelflerende algoritmes.

Deze voorspelling heeft bijgedragen aan een grootscha-

lig debat over de rol van algoritmes in markten, dat op zijn

beurt weer geleid heeft tot meerdere studies over het onder-

werp (OESO, 2017; CMA, 2018; Autoridade da Concor-
réncia, 2019; Autorité de la concurrence en Bundeskartel-
lamt, 2019). Ook de Europese Commissie zit niet stil. Zo
heeft de Commissie in juni 2020 aangekondigd een nieuw
mededingingsinstrument te willen ontwikkelen om gehele
markten te kunnen onderzocken op mededingingsproble-
men (Europese Commissie, 2020). Hierbij wordt er expliciet
verwezen naar “‘het risico van stilzwijgende collusie, waar-
onder markten met verhoogde transparantie als gevolg van
algoritmisch gestuurde technologische oplossingen, die in
alle sectoren steeds meer voorkomen.”

In deze bijdrage richten wij ons op de mededingingsri-
sico’s die kleven aan de opkomst van prijsvorming op basis
van algoritmes en machine learning. Maar wat zijn algorit-
mes en machine learning eigenlijk? Simpel gezegd zijn algo-
ritmes niets anders dan geautomatiseerde digitale hande-
lingen. Deze kunnen heel eenvoudig zijn (bijvoorbeeld een
prijsalgoritme dat automatisch de prijs van een concurrent
volgt), maar ook heel ingewikkeld (bijvoorbeeld een prijsal-
goritme dat dynamisch inschat wat een goede prijs is op basis
van historische en huidige data). Machine learning is de tak
van kunstmatige intelligentie en informatica die zich richt op

TIMO KLEIN
Consultant bij Oxera
Consulting LLP en
Universitair docent
aan de Universiteit
Utrecht

ROB

VAN DER NOLL
Econoom bij de
Autoriteit Con-
sument & Markt
(ACM)

JAN SVITAK
Econoom bij de
ACM en PhD stu-
dent aan Tilburg
University

15



KVS Preadviezen 2020

16

algoritmes die uit zichzelf kunnen leren om een bepaald doel
te bereiken.

Op vele manieren hebben algoritmes en machine lear-
ning een positieve invloed op markewerking en maatschappij.
Zo bieden ze bedrijven niecuwe middelen om te concurreren
op basis van merites, bijvoorbeeld door kosten te drukken,
betere service te verlenen, of volledig nieuwe en innovatieve
producten en diensten aan te bieden. Alle voordelen daarge-
laten, richten wij ons in deze bijdrage voornamelijk op de risi-
co’s hiervan. We stellen de volgende vragen: Wat zijn de voor-
naamste mededingingsrisico’s bij de opkomst van algoritmes
en machine learning? Waar is ons theoretisch of empirisch
begrip nog gebrekkig? En waar zitten er wellicht tekortko-
mingen in het huidige mededingingsinstrumentarium?

Wij richten ons hierbij in het bijzonder op drie specifie-
ke risico’s: (1) bedrijven met marktmacht kunnen beter con-
sumentensurplus onttrekken; (2) het kan makkelijker wor-
den om (expliciete) kartels te vormen en te monitoren; en
(3) algoritmes kunnen op eigen houtje stilzwijgend samen-
zweren. Tot slot bespreken we hoe algoritmes en machine
learning ook door toezichthouders proactief gebruikt kun-
nen worden.

RISICO 1: BEDRIJVEN MET MARKTMACHT KUNNEN
BETER CONSUMENTENSURPLUS ONTTREKKEN

Door het gebruik van algoritmes kunnen ondernemingen
meer gegevens verzamelen, en die beter analyseren om zo een
prijs vast te stellen. In de eerste plaats wil dit zeggen dat een
prijs meer gedifferenticerd kan worden vastgesteld (bijvoor-
beeld wat betreft de tijd, de plaats en de persoonlijke gegevens
van de consument). Dit kan leiden tot een meer fijnmazige,
persoonlijke prijsdiscriminatie. Het welvaartseffect van per-
soonlijke prijsdiscriminatie kan gunstig of ongunstig zijn, en
dit raake daarnaast aan privacy- en cerlijkheidsdiscussies (Bot-
ta en Wiedemann, 2019). De UK Competition & Markets
Authority (CMA, 2018) bespreekt tevens prijsdiscriminatie
als een tweede risico, naast kartelvorming bij de opkomst
van prijsalgoritmes. De CMA concludeert echter wel dat er
beperke bewijs is voor gepersonaliseerde prijsvorming door

middel van prijsalgoritmes (zie ook OESO, 2018).

Ten tweede kunnen ondernemingen door het gebruik
van algoritmes de vraagomgeving beter analyseren, en daar-
door een prijs hanteren die meer winst (en minder consu-
mentensurplus) oplevert, voor zowel uniforme als gedif-
ferenticerde prijzen. In het veldexperiment van Dubé en
Misra (2017) wordt de optimale prijs voor een monopolist
berekend middels machine learning. De auteurs vinden een
optimale uniforme prijs van 281 dollar voor een bedrijf dat
in werkelijkheid een uniforme prijs van 99 dollar vroeg.
Dezelfde studie berekent ook dat optimale gepersonaliseerde
prijzen leiden tot een daling van één procent in het consu-
mentensurplus, terwijl een meerderheid van de consumenten
ervan profiteert. Zowel uniforme als gepersonaliseerde unila-
terale prijsstrategieén kunnen dus door het gebruik van algo-
ritmes gaan veranderen, met mogelijk een verlaging van het
consumentensurplus als gevolg.

Wat kan de mededingingsautoriteit doen als een onder-
neming door het gebruik van een algoritme zijn prijs bijna
verdrievoudigt, simpelweg omdat de winstmaximalisatie
beter wordt uitgevoerd? Bij excessief hoge prijzen of bij prijs-
verhogingen op basis van specificke, fijnmazige klantsegmen-
ten zou het verbod op misbruik van economische machtspo-
sitie in beeld kunnen komen. Art. 102(a) en 102(c) VWEU
(Verdrag betreffende de werking van de Europese Unie) ver-
bieden bijvoorbeeld in principe het opdringen van oneetlijke
prijzen of ongelijke condities voor gelijke transacties. De toe-
passing hiervan komt echter met de nodige uitdagingen voor
het mededingingstoezicht (Botta en Wiedemann (2019)
bespreken dit voornamelijk in relatie tot Art. 102(c) VWEU;
zie ook OESQO, 2018).

Tot slot kunnen markten met meer gedifferenticerde
prijzen (in de tijd of anderszins) onoverzichtelijker worden,
waardoor concurrentie afneemt. Door variatie in prijsstruc-
turen kan de perceptie ontstaan dat de producten meer ver-
schillen dan dat ze werkelijk doen (‘schijndifferentiatie’). Een
minder transparante markt, waarin prijzen voor een bepaald
product variéren op meer dimensies, zou ook het toezicht op
fusies en misbruik van economische machtspositie ingewik-
kelder kunnen maken, omdat in veel standaardanalyses ‘de
prijs’ centraal staat (OESO, 2017).



RISICO 2: HET KAN MAKKELIJKER WORDEN OM
KARTELS TE VORMEN

Het tweede risico is dat algoritmes het makkelijker maken
om een kartel te implementeren. OESO (2017) noemt drie
functies van algoritmes die het leven van de kartelist verge-
makkelijken: het monitoren van andere karteldeelnemers,
het stimuleren van parallel gedrag, en het versturen van sig-
nalen die op coérdinatie zijn gericht. De vierde functie (‘zelf-
leren’) komt aan de orde bij Risico 3. De implicaties voor
het mededingingsbeleid worden onder andere besproken in
OESO (2017), zie ook Rodriguez Tamayo (2020).

Het is cen open (empirische) vraag in hoeverre deze
functies inderdaad voorkomen in algoritmes, en of ze bij-
dragen aan kartelvorming en kartelstabiliteit. Een eerste stap
voor mededingingsautoriteiten is daarom het doorgronden
van de algoritmes die in de praktijk gebruikt zouden kunnen
worden, door instructies in de code aan te wijzen die anti-
competitief zijn. Ook is er een rol voor markestudies met bin-
dende aanwijzingen of aanbevelingen — zoals bijvoorbeeld
beoogd met het nieuwe mededingingsinstrument dat vanuit
de Europese Commissic is voorgesteld (Europese Commis-
sie, 2020). Tot slot kan het risico op kartels een grotere plek
in het fusietoezicht krijgen.

Twee recente theoretische bijdragen laten echter ook
zien hoe algoritmes kartelvorming onstabieler kunnen
maken. Miklés-Thal en Tucker (2019) en O’Connor en Wil-
son (2019) nemen aan dat het gebruik van algoritmes het
voorspellen van de vraag minder kostbaar zal maken. Dit
heeft twee effecten: hogere kartelwinst wanneer kartelvor-
ming lukt, maar ook een betere inschatting hoeveel en wan-
neer het loont om af te wijken van een kartel. In theorie kan
het gebruik van algoritmes er via het laatste mechanisme
voor zorgen dat collusie niet houdbaar is in een markt waar
dat zonder algoritmes wel het geval was.

RISICO 3: ALGORITMES KUNNEN OP EIGEN HOUTJE
STILZWIJGEND SAMENZWEREN

Het derde risico heeft te maken met het gebruik van reinfor-
cement lmming—algoritmes voor prijszetting. Reinforcement
learning is het type machine learning waarin het algoritme
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niet alleen leert op basis van bestaande data, maar ook van
het vallen en opstaan door met de eigen oplossingen te expe-
rimenteren. Svitdk en Van der Noll (2020) beschrijven drie
mechanismen die kunstmatige intelligentie in staat stellen
om zonder communicatie tussen concurrenten uit te komen
op hoge prijzen: gecorreleerd experimenteren, model-mis-

spcciﬁcatic en zogcnaamdc vooruitziende strategiecn.

Gecorreleerd experimenteren

De simpelste vorm van een zelflerend algoritme betreft een
techniek die alleen met behulp van experimenteren (met
verschillende prijzen) en observeren van de uitkomst (winst)
leert om een probleem op te lossen. Deze algoritmes vol-
gen dus een pure vallen-en-opstaan-aanpak. Hansen et al.
(2020) en Svitak en Van der Noll (2020) laten zien dat een
hele klasse van dit soort algoritmes in staat is om monopolie-
winsten te behalen. De unicke eigenschappen van deze klasse
van zogenaamde index-algoritmes (Gittins, 1979) is dat het
prijzen onafhankelijk van concurrenten optimaliseert, en een
bepaalde deterministische vorm van experimenteren heeft.
Hansen et al. en Svitdk en Van der Noll laten zien hoe deze
cigenschappen kunnen leiden tot gecorreleerd experimen-
teren, waarbij concurrerende algoritmes doorgaans dezelfde
prijzen zetten en daarmee leren om hogere prijzen dan nor-
maal te hanteren.

Modelmisspecificatie

In plaats van door puur vallen-en-opstaan kunnen prijsalgorit-
mes ook proberen om door middel van prijsexperimenten een
onderliggend vraagmodel te leren en dat vervolgens te verbe-
teren. Zoals Cooper et al. (2015) en Den Boer (2015) bespre-
ken, schatten dit soort algoritmes vaak slechts winst als func-
tie van de eigen prijs. Cooper et al. laten echter zien dat leren
op basis van een vraagmodel dat concurrentie negeert, leide
tot een onderschatting van de eigen prijselasticiteit — en daar-
mee dus tot hogere prijzen. Klein (2020) en Svitak en Van der
Noll (2020) bespreken hoe in de praktijk het meenemen van
de prijzen van concurrenten vanuit praktisch oogpunt moei-
lijk of zelfs onmogelijk kan zijn, waardoor dit soort modelspe-
cificaties ook in de praktijk een zorg kunnen worden.
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Vooruitkijkende strategieén

Het laatste mechanisme is gebaseerd op een dynamische
vorm van reinforcement learning dat niet alleen huidige winst
probeert te maximaliseren, maar ook rekening houdt met
de langetermijngevolgen. Een eenvoudig en fundamenteel
type hiervan is Q-learning (Watkins, 1989; Sutton en Barto,
2018). Toegepast op prijsapplicaties observeert Q-learning
elke keer als het een prijs zet hoe dit de situatie (bijvoorbeeld
de prijs van concurrenten) beinvloedt. Het schat dan, door
middel van zogenaamd dynamische optimalisatie, de lange-
termijnwaarde van het zetten van een bepaalde prijs in een
bepaalde situatie. Q-learning is hierdoor in staat om strate-
gisch gedrag te leren, waarbij het rekening houdt met reac-
ties van concurrenten. Deze vooruitkijkende aard maake het
mogelijk om structurele prijsverlagingen door concurren-
ten te voorzien en te voorkomen — een eigenschap die zelfs
beloofd wordt door bestaande commerciéle prijsalgoritmes
die op hoofdlijnen vergelijkbaar zijn met Q-learning (Price-
cast Fuel, 2020). Calvano et al. (2020) en Klein (2019) laten
door middel van simulaties zien dat Q-learning-algoritmes
inderdaad in staat zijn om op supra-competitieve prijzen uit
te komen zonder communicatie of expliciete instructies.

Er zitten nog wel veel praktische problemen aan het
implementeren van prijsalgoritmes op basis van Q-learning.
Voor collusie door Q-learning is er met name voldoende
experimentatie in prijzen nodig om de uitkomsten van ver-
schillende prijsstrategieén te kunnen vergelijken. Het is daar-
bij onzeker in hoeverre bedrijven in de praktijk bereid zijn
om te experimenteren met prijzen, maar er zijn aanwijzingen
dat dit wel al gebeurt. Zo gebruike een aanbieder van Al-soft-
ware voor prijszetting experimenten voor continue winstop-
timalisatie (Eversight, 2020). Witte Huis (2015) concludeert
ook dat er in de Verenigde Staten experimenten met prijzen
voorkomen.

Een ander vereiste voor succesvolle codrdinatie door
zelflerende algoritmes is complementariteit in de werking
van de gebruikte technicken tussen concurrenten. De aan-
gehaalde artikelen analyseren scenario’s waarin alle spelers
identicke algoritmes gebruiken. Het is echter aannemelijk
dat de beschreven mechanismen ook werken wanneer de

algoritmes enigszins van elkaar verschillen. Daarnaast kan
de benodigde overlap tevens ontstaan door middel van white
papers (Derakshshan et al.,, 2016), optredens op conferenties,
of het gebruik van gezamenlijke softwareleveranciers of con-

sultants.

Mededingingsimplicaties

De bovengenoemde literatuur toont aan dat zelflerende algo-
ritmes technisch in staat zijn om supracompetitieve prijzen
te bereiken, maar gebeurt dit ook in de prakeijk? Assad et al.
(2020) brengen in de context van de Duitse benzinemarke
het eerste empirische bewijs dat prijsalgoritmes inderdaad
leiden tot hogere prijzen. Assad et al. schatten in wanneer
benzinestations gebruik gaan maken van geautomatiseerde
prijsalgoritmes. Ze vinden dat prijzen hoger liggen voor ben-
zinestations die deze al gebruiken, dat dit met name het geval
is wanneer concurrerende stations dit ook doen, en dat de
hogere prijzen geleidelijk ontstaan.

De ondetliggende mechanismes blijven deels ondui-
delijk. Desalniettemin lijke het ontstaan van stilzwijgende
afstemming met behulp van zelflerende algoritmes geen
sciencefiction te zijn, zoals bijvoorbeeld werd gesuggereerd
door Kithn en Tadelis (2017) en Schrepel (2017). Het vormt
een apart en relevant vraagstuk, waarbij er met name geke-
ken moet worden naar de mogelijke praktische beperkingen
(Klein, 2020).

In het geval van cen stilzwijgende algoritmische col-
lusie is het huidige instrumentarium van mededingingsau-
toriteiten ontoereikend, omdat de wetgeving alleen afstem-
ming tussen 7zensen onderling bestraft (Harrington, 2018).
Dit is niet aan de orde bij de beschreven mechanismes. De
mogelijke juridische problematick rond autonome kartel-
vorming maakt het begrijpen van de mechanismes achter
autonome algoritmische collusie zeer relevant, ondanks een
beperke empirisch bewijs. Voldoende kennis bij beleidsma-
kers en toezichthouders moet ervoor zorgen dat gevallen
van algoritmische collusie herkend worden. Het verbieden
van bepaalde technicken (wat ook wel compliance by design
genoemd wordt) of het toetsen van algoritmes in een simu-
latie lijkt niet werkbaar, omdat de uitkomsten sterk athanke-



lijk zijn van de strategieén van concurrenten. Een algoritme
kan namelijk niet samenzweren zonder dat concurrenten een
complementaire strategie volgen. De combinatie van strate-
gieén bepaalt de uitkomst, en niet de gebruikee techniek. Zo
vinden Assad et al. (2020) bijvoorbeeld dat, als slechts één
benzinestation een prijsalgoritme gebruike, dit niet voldoen-
de is om prijsverhogingen van concurrenten uit te lokken.

Een bevoegdheid om remedies op te leggen, na het
vaststellen van een mededingingsbeperking, zou een betere
manier kunnen zijn — en kan ook bij gevallen van ‘gewone’
stilzwijgende collusie worden ingezet, zoals in het Verenigd
Koninkrijk, IJsland en Mexico (OESO, 2017). De definitie
van collusie door Harrington (2018) en de overige opgedane
kennis over algoritmische collusie kan dan gebruikt worden
om de verdenkingen te staven en remedies te formuleren,
zodat de samenzweringsmechanismes die aanwezig zijn in de
algoritmes uitgeschakeld worden.

KANSEN VOOR MEDEDINGINGSTOEZICHT

Er zijn echter ook kansen voor mededingingsautoriteiten
om gebruik te maken van de ontwikkelingen op het vlak van
machine learning. Wij zien drie concrete kansen: automa-
tische tekstanalyse, detectie van kartels, en het gebruik van
causale machine learning. Hiernaar wordt tevens kort verwe-
zen door onder anderen Svitdk en Brouwer (2018).

Ten eerste bestaan er technieken voor het verwerken
van tekst die het mogelijk maken om tijdrovende handma-
tige handelingen te automatiseren (Nay, 2019). Dit betreft
bijvoorbeeld het filteren van binnengekomen signalen,
ingediend door burgers wat betreft hun verdenkingen van
overtredingen van de mededingingswet of het zoeken naar
relevante bewijsstukken in een enorme hoeveelheid tijdens
bedrijfsbezoeken binnengehaalde gegevens. Deze technie-
ken worden op die manier al gebruikt door onder andere de
Britse mededingingsautoriteit (CMA, 2020). Dit vormt een
besparing op de schaarse capaciteit, die ingezet kan worden
om meer zaken op te pakken of om meer diepgaande onder-
zoeken uit te voeren.

Ten tweede kunnen machinelearning-technieken
gebruikt worden om nieuwe methoden voor proactieve
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detectie van kartels te ontwikkelen — dus in het verlengde
van een traditionele aanpak van karteldetectic (Petit, 2012;
Van der Noll en Visser, 2009; Harrington, 2006). Huber en
Imhof (2019) en Wallimann et al. (2020) laten voor een aan-
bestedingsmarke in Zwitserland zien dat een machinelear-
ning-model dat is getraind op een dataset met een bewezen
kartel, in staat is om met behulp van statistische indicatoren
op het niveau van individuele aanbestedingen de vervalste
aanbestedingen te vast te stellen. Pivrnec (2020) toont daar-
naast aan dat een model getraind op één dataset ook voor-
spelkracht heeft in een andere dataset, en dus kan helpen
om nieuwe kartels te detecteren. Wachs en Kertész (2019)
analyseren met een netwerkanalyse de inschrijfpatronen van
ondernemingen, om zo verdachte inschrijvers te ontdekken.
OESO (2016) ziet datagestuurde detectie van kartelvorming
in publicke aanbesteding als cen belangrijk onderdeel van
haar aanbevelingen omtrent bid rigging.

Ook buiten de context van aanbestedingen kunnen
machinelearning-technicken worden ingezet voor kartelde-
tectie. Svitdk en Brouwer (2018) ontwikkelden een breuki-
dentificatiemodel dat gebruike kan worden om een begin en/
of einde van een kartelperiode te detecteren. De toenemende
beschikbaarheid van bruikbare gegevens maake kartelde-
tectie steeds kansrijker, en de ontwikkeling van empirische
methoden (inclusief machine learning) is dus zeer relevant.

Ten derde worden machinelearning-technicken in toe-
nemende mate gebruikt voor econometrische schattingen
van causale effecten. Populaire empirische modellen die wor-
den gebruikt in de economische wetenschap bevatten name-
lijk een element van voorspelling. Denk bijvoorbeeld aan het
verklaren van een endogene variabele door middel van exoge-
ne instrumenten in instrumentele variabele-modellen (Bello-
ni et al., 2012) of door het (impliciet) schatten van de coun-
terfactual in (synthetische) difference-in-differences-modellen
(Athey et al., 2018). De datagestuurde aard van machinele-
arning-technieken betekent dat dit gereedschap zich uitste-
kend leent voor voorspellingen. De toepassing van machine
learning kan de empirische prestaties van traditionele econo-
metrische methoden dus versterken. Mededingingsautoritei-
ten gebruiken econometrische analyses voor het inschatten
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van de anti-competitieve effecten van gedragingen en con-
centraties, en ook voor marktstudies die de toezichthouder
helpen om bepaalde markten en ontwikkelingen beter te
begrijpen; zie bijvoorbeeld ACM en NZa (2018), Berden et
al. (2019) en Haasbeek et al. (2019).

CONCLUSIE

Alle voordelen daargelaten, zitten er aan de opkomst van prij-
salgoritmes reéle mededingingsrisico’s waarvan toezichthou-
ders zich bewust moeten zijn. In veel gevallen is het bestaande
mededingingsinstrumentarium in principe voldoende, hoe-
wel extra waakzaamheid van belang is. Dit is bijvoorbeeld het
geval als bedrijven een dominante markepositie misbruiken
door middel van prijsalgoritmes, of algoritmes gebruiken bij
het implementeren van een expliciete kartelovereenkomst.
In andere gevallen is het bestaande instrumentarium echter
moeilijk inzetbaar, en dient het wellicht heroverwogen te
worden. Dit is bijvoorbeeld het geval wanneer prijsalgorit-
mes in staat zijn om stilzwijgende kartelvorming te onder-
steunen of zelfs te initiéren. Het is op dit moment nog erg

onduidelijk hoe stilzwijgende kartelvorming in de praktijk

precies zou kunnen werken — maar de theoretische zorgen
zijn wel reéel.

Wij concluderen dat een marktstudie-instrument, zoals
bijvoorbeeld voorzien in recente voorstellen vanuit de Euro-
pese Commissie, ervoor zou kunnen zorgen dat mededin-
gingsautoriteiten niet achter het net vissen als het gaat om
mededingingsbeperkingen die niet verboden zijn door de
huidige mededingingswet, zoals bijvoorbeeld het samen-
spannen via zelflerende algoritmes. Op basis van onze dis-
cussie zou een dergelijke studie zich moeten gaan richten op
drie vragen: wat zijn de indicatoren van de verschillende anti-
competitieve uitkomsten, welk bewijs is er nodig om dit aan
te tonen (data, code, documentatie), en hoe kan dit bewijs
verzameld worden?

Tot slot zien we ook kansen voor toezichthouders om
algoritmes en machine learning proactief te gebruiken ter
verbetering van het bestaande toezicht. Dit betreft zowel het
automatiseren van tijdrovende handmatige handelingen, als
het ontwikkelen van nieuwe methodes voor het proactief
voorspellen van mogelijk kartelgedrag of het econometrisch
schatten van causale effecten.
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